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Resumo

O controle de qualidade na indústria da fiação de seda é tradicionalmente realizado de maneira
manual. Com o objetivo de automatizar a etapa de seleção de casulos adequados para a produção
de seda, propõe-se um sistema de visão computacional para substituir a inspeção visual realizada,
por exemplo, na linha de produção da empresa BRATAC. Este trabalho tem como objetivo
o desenvolvimento de um algoritmo piloto para o subsistema de classificação de imagens de
casulos de bicho-da-seda. Para o desenvolvimento e avaliação deste algoritmo de seleção, três
bancos de dados de imagens de casulos adequados e defeituosos foram formados, algoritmos
de extração de descritores de forma, textura e SIFT foram desenvolvidos e a similaridade entre
descritores foi avaliada em relação a sua capacidade de classificar casulos em um grupo adequado
à produção de seda e um grupo de casulos defeituosos. Os algoritmos foram desenvolvidos
na plataforma Matlab e mostraram resultados promissores para a classificação de casulos de
bicho-da-seda.

Palavras-chaves: casulo do bicho-da-seda, produção de seda, classificação de imagens, visão
computacional, descritores de imagens, avaliação de similaridade.



Abstract

The quality control in the silk fiber industry is traditionally done in manual fashion. With the
objective to automate the visual inspection selection of adequate cocoons in the silk production,
it is proposed a computer vision system to substitute visual inspection done, as example, in
the BRATAC company production line. This work’s objective is the development of a pilot
algorithm for the silkworm cocoons image classification subsystem. To the development and
evaluation of this selection algorithm, three image databases of adequate and defective cocoons
were formed; texture, shape and SIFT descriptors extraction algorithms were developed and
descriptor similarity was evaluated in its ability to classify cocoons in a group adequate to
silk production and a defective group. The algorithms were developed in Matlab platform and
promising results were shown to to the silkworm cocoon classification.

Key-words: silkworm cocoon, image classification, computer vision, image descriptors, similar-
ity evaluation.
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1 Introdução

1.1 Contexto do trabalho

A empresa Fiação de Seda BRATAC (situada em Londrina/PR) atualmente investe em
projetos de inovação em parceria com o SENAI CIMATEC na Bahia (FIEP, 2013). Dentre as
diversas oportunidades de melhorias no processo produtivo da empresa BRATAC, pesquisadores
do SENAI CIMATEC identificaram a oportunidade de aplicação de um sistema de visão com-
putacional para o controle de qualidade dos casulos que são utilizados na produção do fio de
seda.

Um dos processos tradicionalmente empregados na produção de fios de seda é a seleção
dos casulos de bicho-da-seda considerados adequados para a produção. Casulos com defeito de
formação, mofados ou danificados durante o processo de extração são selecionados manualmente
e rejeitados na linha de produção da BRATAC (BRATAC, 2002). O controle de qualidade
automatizado poderia diminuir os custos da empresa com pessoal e aumentar a produção,
mantendo um padrão de qualidade aceitável (SILVEIRA, 2014).

Para automatizar esse processo, um sistema de visão computacional pode substituir
os operadores humanos na identificação dos casulos defeituosos e um sistema robótico pode
substituir a tarefa de descartar estes casulos na linha de produção. A figura 1 representa a
automação proposta para a linha de produção da BRATAC.

Figura 1 – Automatização da linha de produção de fios de seda

Fonte: (BOMFIM, 2015)



Capítulo 1. Introdução 10

Devido à complexidade deste projeto de automação, o estudo pode ser dividido em duas
partes: o projeto do sistema de atuação robotizada na linha de produção e o projeto do sistema
de visão computacional. O sistema de visão computacional por sua vez pode ser dividido em três
etapas: aquisição, segmentação e classificação.

Este trabalho tem como foco o estudo de uma das etapas do sistema de visão computaci-
onal, a classificação dos casulos. Outro estudante do curso de especialização em automação e
controle no SENAI CIMATEC abordou no seu trabalho de conclusão o subsistema de segmenta-
ção de imagens (BOMFIM, 2015). Recomenda-se a leitura deste trabalho em segmentação como
material complementar sobre a produção do fio de seda, visão computacional e compreensão dos
desafios relacionados especificamente à segmentação de casulos de bicho-da-seda.

1.2 Objetivos

O objetivo geral deste trabalho é avaliar a capacidade de diferentes descritores de

classificar imagens de casulos de bicho-da-seda em casulos considerados adequados para a

produção do fio de seda e casulos defeituosos.

Os objetivos específicos são:

• Criar bancos de imagens dos casulos do bicho-da-seda;

• Desenvolver algoritmos simples de segmentação dos casulos do bicho-da-seda;

• Desenvolver algoritmos de extração de descritores dos casulos de bicho-da-seda;

• Desenvolver algoritmos para avaliação do grau de similaridade entre descritores;

• Desenvolver algoritmos de prova de conceito para a seleção automática de casulos defeitu-
osos;
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1.3 Organização da Monografia

A presente monografia possui quatro capítulos: Introdução; Fundamentação Teórica;
Metodologia e Resultados Experimentais; e Conclusão. A seguir é apresentado o conteúdo de
cada um destes capítulos.

No capítulo 1, Introdução, é apresentado o contexto do trabalho, os seus objetivos e a
estrutura da monografia.

No capítulo 2, Fundamentação teórica, é apresentado resumidamente um modelo de
um sistema de visão computacional e suas partes constituintes: aquisição, segmentação e clas-
sificação. Em seguida são apresentados os tipos e como são calculados os descritores que
serão avaliados: descritor de forma, de textura e SIFT. Finalmente os métodos de cálculo de
similaridade empregados são apresentados: distância euclidiana e distância de Mahalanobis.

No capítulo 3, Metodologia e Resultados Experimentais, são apresentados os proce-
dimentos e as ferramentas utilizadas para a formação do banco de dados de imagens e o
desenvolvimento dos algoritmos de classificação das imagens de casulos.

No capítulo 4, Conclusão e trabalhos futuros, é apresentada uma visão geral do trabalho
realizado, dos resultados e das próximas etapas necessárias para o desenvolvimento do sistema
de visão computacional.
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2 Fundamentação Teórica

2.1 Visão Computacional

O campo da ciência que trata da aplicação de técnicas de processamento de imagens em
problemas práticos é conhecido como visão computacional. Com a popularização de dispositivos
de alto poder computacional e sensores de imagem, é cada vez mais comum encontrar soluções
baseadas em visão computacional na indústria. Neste trabalho será apresentado um estudo
exploratório de processamento de imagem para controle de qualidade com aplicação na indústria
de fiação de seda.

O processamento de imagens para o controle de qualidade exige basicamente 3 etapas:

• Aquisição;

• Segmentação;

• Classificação;

A Figura 2 representa um sistema de visão computacional aplicado à seleção de casulos
de bicho da seda.

Figura 2 – Etapas da visão computacional aplicada à classificação de casulos

Aquisição

Segmentação

Classificação

Câmera
fotográfica

Casulos de bicho da seda

Imagem digital

Regiões que delimitam 
os casulos

Casulo

Fundo da imagem

Casulo 1:  [1.22 32.1 33 2]

Casulo 2:  [1.92 23.1 12 4]

Casulo 3:  [1.02 37.3 25 5]

Casulo 1: aprovado

Casulo 2: aprovado

Casulo 3: reprovado

Descritores

Visão Computacional

Fonte: Autoria própria
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2.1.1 Aquisição

Na etapa de aquisição, uma câmera irá converter a luz proveniente de uma cena num
conjunto de dados que representa as informações captadas. Nesta etapa os diversos parâmetros
da câmera influenciam na imagem resultante fornecida, por exemplo: resolução da imagem, foco
utilizado, distância entre a câmera e o objeto em estudo, balanço do tom de branco, tempo de
exposição e a sensibilidade do sensor a faixas do espectro eletromagnético.

A etapa de aquisição pode então ser modelada como um processo caixa-preta onde as
grandezas de entrada e saída são dadas por:

Entrada
Luz proveniente da cena (grandeza física).

Saída
Imagem digital (ex: matrizes R, G e B de 640 por 480 pixels).

2.1.2 Segmentação

Na etapa de segmentação, a imagem é processada para que o objeto de interesse seja
selecionado e extraído do restante da imagem. Este processo de recorte é muito importante para
diminuir a interferência do restante da cena na análise do objeto de interesse e assim reduzir os
requesitos da etapa de classificação. Para que uma segmentação seja bem sucedida é importante
que o algoritmo utilizado explore informações da cena ou do objeto procurado, utilizando estes
recursos para aumentar a sua robustez.

Do mesmo modo que a etapa anterior, a etapa de segmentação pode ser modelada como
um processo caixa-preta onde as grandezas de entrada e saída são dadas por:

Entrada
Imagem digital adquirida na etapa de aquisição.

Saída
Imagem dos objetos de interesse, recortados da cena.

2.1.3 Classificação

A última etapa é a classificação, onde as imagens dos objetos que foram segmentados
da cena são processadas para a extração de parâmetros que os descrevem e para a atribuição
dos grupos que cada objeto pertence. Como na etapa de segmentação, é importante a utilização
de algoritmos que explorem informações sobre os objetos, aumentando assim a robustez e
capacidade de classificação do algoritmo.
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Os parâmetros de entrada e saída da etapa de classificação são dados por:

Entrada
Imagem com regiões de interesse recortadas da cena, gerada pela etapa de segmentação.

Saída
Informações quantitativas sobre parâmetros do objeto e a classe que o mesmo pertence.

O enfoque principal deste trabalho será dado a etapa de classificação aplicada ao controle
de qualidade de casulos de bicho da seda. Como as etapas de aquisição e segmentação influenciam
consideravelmente a etapa classificação, alguns conceitos sobre a metodologia e parâmetros de
aquisição e segmentação utilizados serão abordados.

2.2 Descritores

2.2.1 Descritor Elíptico de Fourier

Um dos aspectos facilmente identificáveis que possibilitam a distinção entre casulos
considerados adequados e inadequados para a produção de fios de seda é o formato destes
casulos. Na figura 3, o casulo da esquerda é adequado para a produção do fio de seda enquanto o
casulo da direita é defeituoso. Portanto, um descritor de forma pode ser um parâmetro bastante
útil para diferenciar estes grupos de casulos. Dentre os descritores de forma mais populares
na literatura, destacam-se dois grupos de descritores, os baseados no contorno do objeto e os
baseados na região delimitada pelo objeto (NIXON; AGUADO, 2002).

Figura 3 – Comparação de casulos quanto à forma

Fonte: Autoria própria

Os descritores baseados em contorno descrevem a forma utilizando a posição dos pixels
na região de fronteira do objeto, construindo cadeias de códigos com a informação da posição
relativa de cada pixel ou construindo uma curva que é representada por uma aproximação em
série de Fourier (NIXON; AGUADO, 2002). Os descritores baseados na região delimitada pelo
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objeto podem ser obtidos pelos parâmetros básicos da região (área, perímetro, compactação
e dispersão) ou no cálculo de momentos para o conjunto dos pixels delimitados pela região
(NIXON; AGUADO, 2002). Para este estudo, optou-se por um descritor baseado no contorno
da imagem para a construção de um descritor de forma, o descritor elíptico de Fourier. Este
descritor possui duas vantagens principais em relação aos demais, ele possui uma relação clara
com o formato do objeto e ele pode ser adaptado para ser invariante à posição, rotação e escala
do objeto.

O descritor elíptico de Fourier é obtido pela expansão em série de Fourier das projeções do
contorno no eixo X e Y. O número de coeficientes da expansão define a precisão da representação,
porém a presença de ruído na imagem e no processo de segmentação inviabiliza a utilização de
um número elevado de coeficientes. Por avaliação empírica, nota-se que a utilização de em torno
de 10 coeficientes é suficiente para se obter uma aproximação satisfatória. A figura 4 a seguir
ilustra a representação da projeção nos eixos X e Y do contorno da imagem e a equação (2.1)
representa a expansão em série de Fourier das curvas geradas por estas projeções.

Figura 4 – Extração dos parametros para o descritor elíptico de fourier

Projeção do 
contorno da imagem 
no eixo Y

Projeção do contorno da imagem no eixo X

Coeficientes da expansão em série de 
Fourier para as projeções no eixo X e Y

Módulo
(eixo Y)

Módulo
(eixo X)

frequência

frequência

Y

X

Fonte: Autoria própria
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(
x(t)
y(t)

)
=

1
2

(
ax0

ay0

)
+

∞

∑
k=1

(
axk bxk

ayk byk

)(
cos(kωt)
sin(kωt)

)
(2.1)

Onde:
axk =

2
m ∑

m
i=1 xi cos(kωiτ) bxk =

2
m ∑

m
i=1 xi sin(kωiτ)

ayk =
2
m ∑

m
i=1 yi cos(kωiτ) byk =

2
m ∑

m
i=1 yi sin(kωiτ)

(2.2)

Considerando que (x,y) são as coordenadas da amostra pertencente ao contorno do objeto,
m é o número total de amostras, k é o índice do coeficiente da expansão em série de fourier e t é
um parametro auxiliar que identifica cada pixel do contorno. Para a implementação do algoritmo,
considerou-se ω = 1 e τ = 2π

m .

A última etapa para a criação do descritor elíptico de Fourier é a criação de um vetor
que é invariante à posição, rotação e escala. Para isto ignora-se o primeiro termo da expansão
(relacionados a a0 e b0) pois este está ligado ao centroide do objeto e, portanto, à posição. Quanto
ao efeito da rotação no descritor, pode-se obter descritores invariantes à rotação pela utilização da
magnitude do coeficiente complexo (Ak =

√
axk

2 +ayk
2) .Finalmente realiza-se a normalização

dos demais coeficientes em relação ao segundo termo para se obter um descritor invariante à
escala( |Ak|

|A1|).

Para reduzir o tamanho do vetor descritor, soma-se os coeficientes normalizados para
cada harmônica. A equação resultante (2.3) define o cálculo de cada termo k do descritor elíptico
de fourier Dk.

Dk =

√
axk

2 +ayk
2√

ax12 +ay12
+

√
bxk

2 +byk
2√

bx1
2 +by1

2
=
|Ak|
|A1|

+
|Bk|
|B1|

(2.3)

O descritor elíptico de Fourier é então calculado pela realização dos seguintes passos:

1. A partir do objeto segmentado, extrair um vetor de pixels representando o contorno do
objeto.

2. Com a posição dos pixels do contorno, descrever as duas curvas de projeção, nos eixos X
e Y como ilustrado pela figura 3.

3. Calcular a expansão em série de Fourier para as duas curvas de projeção.

4. Calcular o descritor como um vetor invariante à posição, rotação e escala do objeto. Os
termos do descritor são descritos pela equação (2.3).

A figura 5 a seguir ilustra os descritores extraídos de duas imagens de referência.
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Figura 5 – Descritores de forma

Fonte: Autoria própria

2.2.2 Descritor de Textura

A textura é descrita como uma propriedade de uma região da imagem que exibe um
determinado padrão. Casulos que, por razões diversas, apresentam manchas são considerados
inadequados para a produção do fio de seda. A figura 6 ilustra alguns exemplos de casulos com
manchas. Portanto, assim como para o descritor de forma, um descritor de textura também pode
ser um parâmetro importante para diferenciar casulos com um padrão de textura de referência
considerado adequado dos demais inadequados. Existem duas abordagens populares para a
extração de descritores de textura, a estatística e a estrutural (NIXON; AGUADO, 2002).

Figura 6 – Casulos defeituosos com manchas

Fonte: Autoria própria
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Uma textura grosseira pode ser comparada com uma textura fina em função da frequência
e amplitude da variação de intensidade dos pixels numa imagem. A abordagem estatística busca
descrever estas texturas como as propriedades da distribuição de intensidade dos pixels como, por
exemplo, a média e a variância da intensidade dos pixels. Por outro lado, a abordagem estrutural
considera a textura como uma estrutura de referência que se repete espacialmente na imagem
(NIXON; AGUADO, 2002).

Devido à coloração avermelhada de algumas das manchas encontradas, o quadro azul da
imagem dos casulos é o que fornece o melhor contraste para as manchas. A figura 7 ilustra os
quadros RGB para a imagem de teste do banco de dados 2, mostrando os valores dos pixels para
uma região típica de mancha. Por esta razão o equivalente ao quadro azul em tons de cinza foi
selecionado como imagem para a extração dos parâmetros de textura.

Figura 7 – Casulos defeituosos com manchas: Quadros RGB

R G B

Original Detalhe

Fonte: Autoria própria

Uma maneira simples de se obter descritores de textura é se calcular alguns parâmetros
estatísticos do histograma de uma determinada região (SCHWARTZ; SIQUEIRA; PEDRINI,
2012). Seis parâmetros estatísticos baseados no histograma da imagem dos casulos foram
selecionados para a extração do descritor de textura: média, variância, curtose, obliquidade,
energia e entropia. Estes parâmetros são baseados em estatística de primeira ordem, ou seja, a
correlação da intensidade dos pixels dois a dois não é levada em conta.

A média fornece um valor de intensidade de referência para o casulo, que é afetado pela
presença de manchas. Por outro lado, esse descritor também é bastante sensível a variações de
iluminação na fotografia. A variância fornece um valor relacionado à dispersão em torno da
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média dos diversos valores de intensidade dos pixels. Este descritor está relacionado à rugosidade
do casulo e também pode ser afetado pela variação de iluminação e presença de regiões de
sombra no casulo.

Curtose é uma outra medida estatística da dispersão de valores de intensidade em torno da
média e está relacionada à forma de pico ou achatamento numa distribuição normal (NIST/SE-
MATECH, 2015). Este descritor é complementar à variância e também é suscetível às variações
na iluminação. A obliquidade é uma medida estatística relacionada à assimetria da distribui-
ção normal (NIST/SEMATECH, 2015). Este descritor pode indicar características de textura
complementares à curtose e à variância, porém regiões de sombra podem afetar este parâmetro.

A normalização do histograma da imagem fornece uma aproximação para a função
densidade de probabilidade para os valores de intensidade dos pixels. A equação (2.4) fornece
a probabilidade Pi para cada intensidade i de um pixel. A seguir as equações (2.5) até (2.8)
descrevem o cálculo dos parâmetros estatísticos para m pixels de intensidade I, assim como o
cálculo destes componentes a partir do histograma de N regiões de valores de intensidade BN

com o número de ocorrências Ci para cada uma destas regiões.

Pi =
Ci

∑
N
k=1Ck

(2.4)

µ =
1
m

m

∑
k=1

Ik =
N

∑
k=1

BkPk (2.5)

σ
2 =

1
m

m

∑
k=1

(Ik−µ)2 =
N

∑
k=1

Pk(Bk−µ)2 (2.6)

S =
1
m ∑

m
K=1(I−µ)3

σ3 =
∑

N
k=1 Pk(Bk−µ)3

σ3 (2.7)

K =
1
m ∑

m
K=1(I−µ)4

σ4 =
∑

N
k=1 Pk(Bk−µ)4

σ4 (2.8)

Energia é uma medida relacionada ao quadrado da ocorrência relativa de um pixel. É
um parâmetro útil para caracterizar a rugosidade de uma textura, porém, assim como os demais
parâmetros, é bastante suscetível a mudanças de iluminação.

O parâmetro entropia está ligado a quantidade de informação numa imagem. Quanto mais
complexa a distribuição dos pixels, maior será este parâmetro. Regiões com pixels de intensidade
constante resultam em parâmetros de entropia baixos.
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A seguir o cálculo da energia e da entropia para um histograma dividido em L faixas onde
Pi é o número de pixels da imagem que tem intensidade na faixa i.

Energia =
N

∑
i=1

Pi ∗Pi (2.9)

Entropia =−
N

∑
i=0

Pi ∗ log2 Pi (2.10)

Todos estes parametros baseados no histograma da imagem segmentada formam um vetor
de descritores de textura que serão utilizados para classificar os casulos de bicho-da-seda.

2.2.3 Descritor SIFT

SIFT (Scale Invariant Feature Transform) é um algoritmo desenvolvido por David Lowe
(LOWE, 2004) que envolve a detecção e a descrição de regiões de interesse numa imagem. Este
algoritmo tem sido extensivamente utilizado na área de visão computacional e realiza de modo
eficiente a identificação de padrões locais relacionados a objetos específicos.

A primeira etapa do algoritmo SIFT é a identificação de regiões de máximo no espaço de
escala, ou seja, pontos que possuem mais informação e possam estar relacionados a assinaturas
da imagem. A detecção destes pontos é equivalente a detecção de bordas e estes são candidatos a
regiões de interesse que terão suas características descritas.

Para construção de um espaço de escala, deve-se obter um conjunto de laplacianas de
gaussianas de uma imagem em diferentes dimensões e um modo computacionalmente eficiente
de obter estas imagens filtradas é por diferenças de gaussianas. A diferença de gaussianas pode
ser interpretada como uma aproximação de um filtro passa-faixa pela conexão em cascata de
dois filtros passa-baixa.

L(x,y,σ) = G(x,y,σ)∗ I(x,y) (2.11)

Onde,

G(x,y,σ) =
1

2πσ2 e−(x
2+y2)/2σ2

(2.12)

A Laplaciana pode ser aproximada por:

σO2G =
∂G
∂σ
≈ G(x,y,kσ)−G(x,y,σ)

kσ−σ
(2.13)

G(x,y,kσ)−G(x,y,σ)≈ (k−1)σ2O2G (2.14)
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Logo, a diferença de gaussianas é expressa como:

D(x,y,σ) = (G(x,y,kσ)−G(x,y,kσ))∗ I(x,y) = L(x,y,kσ)−L(x,y,σ) (2.15)

Logo, para cada escala são geradas imagens filtradas por um kernel gaussiano em dife-
rentes valores de sigma, seguido da realização da diferença destas imagens. A figura 8 a seguir
ilustra o processo de geração do espaço de escalas.

Figura 8 – Espaço de escalas por Diferença de Gaussianas

Fonte: (LOWE, 2004)

Após selecionar as regiões de interesse, excluindo regiões redundantes e outras possivel-
mente causadas por ruído, é realizado um histograma espacial dos gradientes em 8 direções para
16 regiões diferentes em torno da região selecionada. Para cada região de interesse é formado
um descritor utilizando estes histogramas, sendo, portanto, o descritor SIFT um vetor de 128
posições.A figura 9 a seguir ilustra a formação dos descritores SIFT como o histograma de
gradientes locais. Para a classificação dos casulos, foi formado um banco de dados de referência,
contendo descritores de características extraídas de casulos considerados adequados.
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Figura 9 – Descritor SIFT: histograma de gradientes

Fonte: (LOWE, 2004)

Uma vantagem do descritor SIFT é o nível de automatização do algoritmo, permitindo
a extração de características locais automaticamente e assim a comparação de imagens sem a
necessidade de descrever exatamente qual característica é a mais relevante. Por outro lado, essa
automatização acaba diminuindo a sensibilidade à interpretação dos resultados.

2.3 Cálculos de similaridade

Após extrair os descritores das imagens, existe o problema de identificar se esse descritor
representa um casulo adequado ou não à produção do fio de seda. Para este fim, foi selecionado
um grupo de imagens de casulos considerados adequados, ou seja, um grupo de referência para
comparar casulos de teste e decidir se estes são adequados ou não.

2.3.1 Distância Euclidiana

A distância euclidiana é a forma mais simples de calcular a similaridade entre dois vetores
e consiste na raiz quadrada da soma dos quadrados das distâncias em cada dimensão. A distância
euclidiana é usualmente utilizada para calcular distâncias espaciais em duas ou três dimensões,
mas pode ser estendida para qualquer número de dimensões, bastando para isso adicionar os
termos referentes a cada dimensão no somatório, como indicado na equação (2.16). A figura 10
ilustra a distância euclidiana entre duas amostras , representadas por um círculo e um x.
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Figura 10 – Distância Euclidiana

x

o
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bo- bx

Descritor “a”

Descritor “b”
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Fonte: Autoria própria

Deuclidiana =
√

∑(descritoramostra1−descritoramostra2)2 (2.16)

No caso da figura 10, a distância euclidiana seria calculada como:

D =
√

(ax−ao)2 +(bx−bo)2 (2.17)

Para os descritores SIFT, onde cada vetor representa apenas uma característica local
da imagem, decidiu-se pela utilização do método do vizinho mais próximo. Neste método,
calcula-se a distância euclidiana entre a amostra de teste e cada um dos elementos do grupo
de referência, selecionando então a menor distância. Para todos os descritores da imagem de
teste, calcula-se o vizinho mais próximo e depois realiza-se a média destes valores. Esta média
representa então o grau de similaridade da imagem de teste com o grupo de casulos bons. Este
método foi escolhido por permitir uma melhor comparação para descritores locais que podem
não estar representando a mesma característica.

2.3.2 Distância de Mahalanobis

Para comparar o casulo de teste com o conjunto de casulos bons, foi utilizado um método
estatístico chamado distância de Mahalanobis. Este método utiliza a informação de dispersão
do grupo de referência para normalizar a distância em relação ao desvio padrão das amostras
para todas as dimensões. A figura 11 ilustra o cálculo da distância entre a amostra de teste
representada por um círculo e um grupo de referência representados por x. Digamos que a
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dispersão no eixo do descritor “a” é maior do que para o eixo do descritor “b”, então a distância
entre o centroide da distribuição das amostras de referência para a amostra de teste tem um
peso maior para desvios ao longo do eixo do descritor “b”. As elipses representam posições
equidistantes do centroide da distribuição de amostras representadas por x, segundo a distância
de Mahalanobis.

Figura 11 – Distância de Mahalanobis
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o
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DMahal
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x

x
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Fonte: Autoria própria

A equação a seguir mostra a definição da distância de Mahalanobis de um vetor qualquer
x para uma distribuição de vetor de médias µ e matriz de covariância S.

DMahal(x) =
√
(x−µ)T S−1(x−µ) (2.18)

Caso a matriz de covariância seja diagonal, o cálculo da distância se simplifica para a
distância euclidiana normalizada pelo desvio padrão de cada dimensão.

DMahal(x) =

√
∑

(x−µ)2

σ
(2.19)

A distância de Mahalanobis foi utilizada para calcular a similaridade entre o casulo de
teste e o grupo de referência para os descritores de forma e textura.
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3 Metodologia e Resultados Experimentais

3.1 Formação dos bancos de dados de imagens

Uma cadeia de visão computacional completa foi desenvolvida para avaliar a capacidade
dos descritores selecionados em diferenciar casulos considerados adequados à produção do fio
de seda aos não adequados. Foram formados bancos de dados com imagens de casulos e estas
imagens foram segmentadas e classificadas por algoritmos na plataforma Matlab.

A primeira etapa de criação do sistema de visão computacional foi a formação de um
banco de dados de imagens de casulos considerados adequados e inadequados para a produção
do fio de seda. O banco de dados 1 foi formado a partir de duas imagens enviadas da linha de
produção da empresa Bratac. Uma das imagens contém 19 casulos considerados adequados e a
outra imagem contém 20 casulos defeituosos. As imagens a seguir na figura 12 formam o banco
de dados 1. Este banco de dados foi utilizado apenas como prova de conceito para o algoritmo
de classificação.

Figura 12 – Banco de dados 1: casulos adequados e defeituosos

Fonte: Autoria própria

Estas imagens foram fotografadas com um celular modelo iphone 5 e salvas em formato
jpeg com resolução 480x640 pixels. O tempo de exposição foi 1/20 segundos para os casulos
adequados (em sensibilidade ISO-320) e 1/17 segundos para os defeituosos (em sensibilidade
ISO-400). Não foi utilizado Flash em nenhuma das fotografias e o balanço da cor branca foi
ajustado automaticamente.

Os bancos de dados 2 e 3 foram formados a partir de fotos de um conjunto de casulos
enviados pela empresa Bratac para o SENAI CIMATEC. A diferença entre os bancos de dados 2
e 3 é unicamente o tempo de exposição da câmera digital utilizada para fotografar os casulos,
sendo este tempo de exposição maior para o casulo 3. Noventa casulos considerados adequados
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e quinze casulos inadequados foram fotografados em grupos de quinze unidades. Uma imagem
de teste de quinze casulos, contendo uma mistura de casulos adequados e inadequados, foi
utilizada como teste para validar a capacidade de seleção do algoritmo. Todos os casulos foram
fotografados apenas uma única vez em cada banco de dados. As figuras 13 e 14 ilustram os
bancos de dados 2 e 3 respectivamente.

Figura 13 – Banco de dados 2: casulos adequados e defeituosos

Fonte: Autoria própria

Figura 14 – Banco de dados 3: casulos adequados e defeituosos

Fonte: Autoria própria

Estas imagens foram fotografadas com uma câmera Sony modelo DSC-W130 e salvas
em formato jpeg com resolução 640x480 pixels. O tempo de exposição foi entre 1/250 até 1/160
segundos para os casulos do banco de dados 2 e entre 1/160 até 1/100 segundos para os casulos
do banco de dados 3. A sensibilidade utilizada para o sensor foi ISO-125. Não foi utilizado Flash
em nenhuma das fotografias e o balanço da cor branca foi ajustado automaticamente.

A tabela 1 a seguir resume o número total de casulos de referência, avaliação e identifica-
ção utilizados para cada banco de dados.



Capítulo 3. Metodologia e Resultados Experimentais 27

Tabela 1 – Distribuição dos grupos de imagens de casulos de bicho-da-seda

Imagens Referência Avaliação (Bons) Avaliação (Defeituosos) Identificação
Banco 1 10 casulos 19 casulos 20 casulos nenhum
Banco 2 60 casulos 30 casulos 15 casulos 15 casulos
Banco 3 60 casulos 30 casulos 15 casulos 15 casulos

Utilizando estes bancos de dados, uma cadeia de processamento realizada no software
Matlab foi realizada para classificar os casulos. A figura 15 a seguir representa a cadeia de
processamento e os arquivos utilizados.

Figura 15 – Cadeia de processamento de dados para classificação de casulos

Imagem Segmentação
Extração dos 
descritores

Cálculo de 
similaridade

- RGB
- 640x480 pixels

- Quadro B
- Operações
morfológicas

- Forma
- Textura
- SIFT

- Mahalanobis
- Euclidiana

Seg_BDX.mIMG_BDX_YZ.jpeg Ext_BDX.m Comp_BDX.m

Arquivos do Matlab:

Detalhes:

Fonte: Autoria própria

3.2 Segmentação das imagens

Para a parte de segmentação da imagem, foram utilizadas somente operações morfológicas
para as imagens do banco de dados 2 e 3, onde os casulos não se tocam. Para o banco de dados 1
foi necessário utilizar o algoritmo watershed pois foi constatado que utilizar somente operações
morfológicas não é suficiente para separar as regiões de maneira eficaz quando os casulos estão
se tocando. Como a etapa de segmentação não é o foco deste trabalho, os algoritmos utilizados
não serão discutidos em profundidade (Para mais detalhes sobre processos de segmentação ver
(BOMFIM, 2015)). As imagens a seguir (Figuras 16, 17 e 18) ilustram o resultado do processo
de segmentação, onde cada coloração representa uma diferente região segmentada.
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Figura 16 – Banco de dados 1: segmentação dos casulos

Fonte: Autoria própria

Figura 17 – Banco de dados 2: segmentação dos casulos

Fonte: Autoria própria

Figura 18 – Banco de dados 3: segmentação dos casulos

Fonte: Autoria própria
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3.3 Extração dos descritores

Após a segmentação, um algoritmo para extração dos descritores foi utilizado. Para o
descritor de forma, o descritor elíptico de Fourier foi extraído com base no algoritmo ilustrado
no livro (NIXON; AGUADO, 2002). Foram adotados dez coeficientes da expansão em série de
Fourier como uma aproximação satisfatória da forma do casulo, considerando que os coeficientes
mais elevados apenas acrescentam ruído à descrição de forma e que as limitações no algoritmo
de segmentação também limitam a relevância de termos de ordem elevada.

O descritor de textura é calculado a partir do histograma da imagem, obtendo os parâme-
tros média, variância, curtose, obliquidade, energia e entropia. Estes parametros são derivados
da estatística de primeira ordem (SCHWARTZ; SIQUEIRA; PEDRINI, 2012) (como discutido
no capitulo "Fundamentação Teórica", subseção “Descritores”, parte "Descritores de textura").
Estes descritores podem identificar defeitos relacionados a manchas ou diferenças de rugosidade
da superfície do casulo, porém também são afetados por variações de iluminação, presença de
sombras e pela segmentação do casulo.

O descritor SIFT é calculado com a ajuda de uma biblioteca em código aberto para Matlab
conhecida como VLFeat (VEDALDI; FULKERSON, 2008). Esta biblioteca é mantida por
pesquisadores de diversas universidades como Oxford, KU Leuven, Czech Technical University
in Prague, UCLA, Universidade de Surrey e Universidade de Grenoble Alpes. Para cada imagem
de casulo após a segmentação, foi aplicado a função vl_sift(), retornando um conjunto de
descritores SIFT.

3.4 Cálculo de Similaridade e Classificação

Para cada grupo de referência de imagens de casulos bons, foi formado um conjunto
de descritores de forma, textura e SIFT, contendo todos os descritores dos casulos individuais
destas imagens. A classificação dos casulos é então obtida pela avaliação da similaridade entre os
descritores do casulo em avaliação e o grupo de descritores extraídos dos casulos de referência.
Para os descritores de forma e textura é utilizada a distância de Mahalanobis para avaliar a
similaridade entre os descritores do casulo de avaliação e o grupo de referência. Para o descritor
SIFT, é utilizada a média dos vizinhos mais próximos entre os descritores do casulo de avaliação
e todos os casulos do grupo de referência. A figura 19 a seguir ilustra como foi calculado o grau
de similaridade de uma amostra de avaliação para o grupo de referência para o descritor SIFT.

A fase final da classificação é utilizar esse parâmetro de similaridade para dividir os
casulos avaliados em dois grupos, os casulos considerados adequados para a produção de fios
de seda e os casulos defeituosos e, portanto, inadequados para a produção. Uma das maneiras
de realizar esta separação é escolher um limiar para o grau de similaridade entre o casulo sob
avaliação e o grupo de referência, onde casulos são considerados adequados se o parâmetro de
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Figura 19 – Média das distâncias mínimas para os descritores SIFT
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Fonte: Autoria própria

similaridade (distância de Mahalanobis ou a média da distância euclidiana dos vizinhos mais
próximos) é menor do que um determinado valor. Este valor pode ser determinado de maneira
empírica, escolhendo-se um valor de limiar que não produz falsos positivos para um conjunto
de casulos de teste. Outra possibilidade é assumir que as distâncias dos casulos de teste para o
grupo de referência formam uma distribuição gaussiana e que a escolha de um limiar de três
vezes o valor do desvio padrão desta distância garante que a maioria dos casulos bons serão
considerados adequados.

As figuras 20, 21 e 22 a seguir ilustram as distâncias calculadas entre o grupo de referência
e o grupo de avaliação para os descritores de textura, forma e SIFT para o banco de dados 1. O
grupo de referência foi formado com 10 casulos da imagem dos casulos bons e os casulos de
avaliação contam com 9 casulos adequados e 20 casulos inadequados.

Figura 20 – Distância de Mahalanobis para os descritores de Forma

Fonte: Autoria própria
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Figura 21 – Distância de Mahalanobis para os descritores de Textura

Fonte: Autoria própria

Figura 22 – Médias das distâncias Euclidianas mínimas para os descritores SIFT

Fonte: Autoria própria

Definindo empiricamente, por exemplo, um limiar de 100000 para o descritor de forma,
1500 para o descritor de textura e 35 para o descritor SIFT, podemos testar a capacidade
de seleção destes descritores para os grupos de avaliação utilizados anteriormente. Na figura
23 é ilustrada a classificação dos casulos adequados em relação ao grupo de referência (o
quadro verde significa que o casulo foi classificado como adequado e o quadro vermelho
significa que o casulo foi classificado como defeituoso) e no quadro da figura 24 é apresentado
para cada casulo, quais descritores selecionam o casulo como adequado (verde) ou defeituoso
(cinza).Verifica-se que o presente limiar de forma seleciona dois casulos adequados como
defeituosos (Numero 2 e 8), isso pode estar relacionado à presença de regiões de sombra que
provocam uma segmentação equivocada destes casulos e geram portanto um formato discrepante
para estes casulos. Outra possibilidade é que a segmentação por watershed para separar os
casulos 6 e 8 possa ter contribuido para uma segmentação diferenciada do casulo 8.
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Figura 23 – Classificação de casulos considerados adequados

Fonte: Autoria própria

Figura 24 – Quadro de classificação de casulos considerados adequados

Fonte: Autoria própria

A seguir a imagem e o quadro de classificação para os casulos defeituosos, ilustrados nas
figuras 25 e 26.
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Figura 25 – Classificação de casulos considerados defeituosos

Fonte: Autoria própria

Figura 26 – Quadro de classificação de casulos considerados defeituosos

Fonte: Autoria própria

Pode-se notar que o descritor SIFT permite a seleção completa entre os casulos adequados
e os casulos inadequados para este banco de dados, enquanto os descritores de textura e forma não
tem desempenho satisfatório. Como existiam poucos casulos no grupo de referência, os cálculos
utilizando a distância de Mahalanobis não são muito efetivos, logo, a medida de similaridade para
os descritores de textura e forma não foi satisfatória. Por outro lado, a comparação de semelhança
por distância euclidiana é realizada entre apenas duas amostras e não sofre a mesma influência
que o cálculo da distância de Mahalanobis em relação ao número de amostras de referência,
fornecendo, portanto, resultados mais confiáveis. O descritor SIFT é normalmente utilizado
com uma única imagem de referência, podendo identificar uma característica de um objeto
mesmo este estando presente em uma cena complexa. Outro fator que pode ter influenciado o
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desempenho do descritor SIFT é o fato do algoritmo de segmentação dos casulos adequados
e dos casulos inadequados serem diferentes e o SIFT pode ter identificado características das
bordas dos casulos que são diferentes para os dois grupos de imagens. Este banco de dados serviu
ao propósito de testar a cadeia completa de extração de descritores e cálculo de similaridade e
fornecer resultados preliminares para o sistema de visão computacional.

As figuras 27, 28 e 29 a seguir ilustram as distâncias calculadas entre o grupo de referência
e o grupo de avaliação para os descritores de textura, forma e SIFT para o banco de dados 2. O
grupo de referência foi formado com imagens de 60 casulos considerados adequados enquanto o
grupo de avaliação conta com 30 imagens de casulos adequados e 15 de casulos inadequados.

Figura 27 – Distância de Mahalanobis para os descritores de Forma - BD2

Fonte: Autoria própria

Figura 28 – Distância de Mahalanobis para os descritores de Textura - BD2

Fonte: Autoria própria
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Figura 29 – Médias das distâncias Euclidianas mínimas para os descritores SIFT - BD2

Fonte: Autoria própria

A seguir definiu-se o limiar de distância para a seleção de casulos do banco de dados
2 em 26 para o descritor de forma, 91 para o descritor de textura e 30 para o descritor SIFT e
verificou-se a capacidade de seleção de cada descritor como feito anteriormente para o banco de
dados 1.

Figura 30 – Classificação de casulos adequados (imagem 1) - BD2

Fonte: Autoria própria
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Figura 31 – Classificação de casulos adequados (imagem 2) - BD2

Fonte: Autoria própria

Figura 32 – Classificação de casulos defeituosos - BD2

Fonte: Autoria própria
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Figura 33 – Quadro da classificação dos casulos defeituosos- BD2

Fonte: Autoria própria

Para o banco de dados 2, os descritores de forma e textura apresentaram um bom desempe-
nho para realizar a classificação dos casulos considerados adequados e dos casulos inadequados.
É importante notar que os descritores de forma e textura têm atuação complementar e juntos
selecionam 13 casulos do total de 15 caulos (identificação de 86.7% dos casulos).O descritor
SIFT selecionou características redundantes ao descritor de forma para a presente imagem.

Finalmente, para demonstrar a capacidade de seleção do algoritmo desenvolvido, utilizou-
se uma imagem com casulos adequados e defeituosos para a identificação automática dos
casulos que possuíssem baixa semelhança com o banco de dados de referência. A seguir a
imagem resultante do algoritmo de classificação para o banco de dados 2. Os limiares escolhidos
empiricamente foram: Forma = 16; textura = 320; e SIFT = 24.

Figura 34 – Classificação automática dos casulos - BD2

Fonte: Autoria própria
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Figura 35 – Quadro da classificação automática dos casulos - BD2

Fonte: Autoria própria

O algoritmo utilizado mostra a capacidade de classificar corretamente 100% dos casulos
de teste para esta imagem. Neste caso o descritor SIFT e o descritor de forma são suficientes para
diferenciar os casulos adequados dos inadequados e o descritor de textura apresenta informação
redundante ao descritor SIFT. Mais uma vez a combinação dos descritores mostra uma capacidade
robusta de classificação da maior parte das imagens de caulos.

As figuras 36, 37 e 38 a seguir ilustram as distâncias calculadas entre o grupo de referência
e o grupo de avaliação para os descritores de textura, forma e SIFT para o banco de dados 3. O
grupo de referência foi formado com imagens de 60 casulos considerados adequados enquanto o
grupo de avaliação conta com 30 imagens de casulos adequados e 15 de casulos inadequados.

Figura 36 – Distância de Mahalanobis para os descritores de Forma - BD3

Fonte: Autoria própria
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Figura 37 – Distância de Mahalanobis para os descritores de Textura - BD3

Fonte: Autoria própria

Figura 38 – Médias das distâncias Euclidianas mínimas para os descritores SIFT - BD3

Fonte: Autoria própria

A seguir definiu-se o limiar de distância para a seleção de casulos do banco de dados
3 em 35 para o descritor de forma, 51 para o descritor de textura e 23 para o descritor SIFT e
verificou-se a capacidade de seleção de cada descritor como feito anteriormente para os bancos
de dados 1 e 2.
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Figura 39 – Classificação de casulos adequados (imagem 1) - BD3

Fonte: Autoria própria

Figura 40 – Classificação de casulos adequados (imagem 2) - BD3

Fonte: Autoria própria
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Figura 41 – Classificação de casulos defeituosos - BD3

Fonte: Autoria própria

Figura 42 – Quadro da classificação dos casulos defeituosos- BD3

Fonte: Autoria própria

Como esperado, o desempenho do algoritmo de classificação para o banco de dados 3 é
similar ao banco de dados 2 pois os mesmos casulos foram fotografados para ambos os bancos
de dados. Fotografias com um maior tempo de exposição ressaltam diferenças na textura dos
casulos e, portanto, aumentam a eficiência dos descritores de textura e SIFT.

Assim como foi realizado para o banco de dados 2, utilizou-se uma imagem com casulos
adequados e defeituosos para a identificação automática dos casulos que possuíssem baixa
semelhança com o banco de dados de referência. As figuras 43 e 44 ilustram o resultado do
algoritmo de classificação para o banco de dados 3. Os limiares escolhidos empiricamente foram:
Forma = 14; textura = 300; e SIFT = 25 .
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Figura 43 – Classificação automática dos casulos - BD3

Fonte: Autoria própria

Figura 44 – Quadro da classificação automática dos casulos - BD3

Fonte: Autoria própria

O aumento do tempo de exposição aumentou o contraste entre os casulos e o fundo da
imagem, facilitando a segmentação dos casulos portanto a eficiência do descritor de forma. O
aumento do tempo de exposição também ressaltou aspectos relacionados com a textura como
superfície dos casulos e a presença de manchas, melhorando também o desempenho do descritor
de textura. Os descritores de forma e textura são suficientes para classificar todos casulos da
imagem de teste, sendo o descritor SIFT redundante com o descritor de forma para esta imagem.

De uma maneira geral, as imagens de teste do banco de dados 2 e 3 demonstram um
resultado promissor para a classificação de casulos de bichos da seda por processamento de
imagem, utilizando descritores de textura, forma e SIFT.
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4 Conclusão

O presente trabalho apresentou o desenvolvimento de um algoritmo de classificação de
imagens de casulos de bichos da seda para selecionar casulos adequados à produção da seda.
Para avaliar descritores de forma, textura e SIFT na classificação dos casulos, uma cadeia de
visão computacional foi desenvolvida em Matlab e três bancos de dados serviram como prova de
conceito para o algoritmo de classificação.

No primeiro banco de dados, utilizando apenas duas imagens enviadas por uma empresa
na área de fiação de seda, foi possível desenvolver um algoritmo piloto com as partes de
segmentação e extração de descritores. Como o número de casulos disponíveis neste banco
de dados é reduzido, não foi possível avaliar satisfatoriamente o cálculo de similaridade pela
distância de Mahalanobis.

No segundo e terceiro banco de dados, grupos de casulos de referência de 60 casulos
foram utilizados, permitindo uma melhor avaliação dos cálculos de similaridade. Quanto maior
for o número de casulos utilizados para gerar o grupo de referência, maior será a robustez
do cálculo de similaridade pois mais variações possíveis de forma e textura dentro do padrão
considerado adequado serão levados em conta. Em outras palavras, a matriz covariância do grupo
de referência se aproximará da matriz covariância do conjunto contendo o universo de todos os
casulos possíveis que seriam considerados adequados.

As imagens de teste mostraram uma excelente capacidade de classificação do algoritmo,
existindo inclusive valores de limiar que fornecem a separação completa entre casulos adequados
e defeituosos. Esta é uma boa indicação que os descritores utilizados podem ser suficientes para a
classificação dos casulos, porém um maior número de imagens de teste é necessário para avaliar
a robustez e desempenho do algoritmo antes de aplica-lo à uma linha de produção.

Como trabalhos futuros, é interessante desenvolver um sistema de aquisição de imagens
para a linha de produção dos casulos de bicho da seda. Este sistema deve fotografar casulos num
ambiente controlado, ou seja, com iluminação e parâmetros da câmera de aquisição ajustados
para fornecer uma classificação otimizada dos casulos.

É também necessário um estudo sobre a integração das etapas de aquisição, segmentação
e classificação no sistema de visão computacional, como por exemplo estudando o impacto de
métodos de segmentação alternativos (BOMFIM, 2015) na classificação dos casulos.

Finalmente o sistema de visão computacional deve passar por exaustivos testes para
avaliar a robustez da classificação de casulos, mostrando a capacidade de seleção de casulos para
grandes bancos de dados de imagens.
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